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Long Tail





Long Tail Theory
20% der Produkte erzielen 80% der Verkäufe
Ausstellungsraum kostet Geld
Begrenzte Verkaufs�äche wird mit Topsellern
bestückt
Aber: Die restlichen 80% Produkte würden mehr
Sales generieren, wenn man sie gezielt anbieten
könnte





Im Internet
Ausstellungsraum kostet hier weniger Geld
Die Reichweite an Kunden ist höher
Produkte im Long Tail haben oft eine bessere Marge
als Top-Seller
Mehr Produkte können mehr Kunden günstig
angeboten werden



Personalisiertes

Einkaufserlebnis ?





81%



22%



Kontaktpunkte
Suchergebnisse
Reco-Boxen
Newsletter
Retargeting



Aber auch:
Kataloge
Push-Emfehlungen
Content-Empfehlungen
...



Empfehlungen

   

 



IBM CEO Virginia Rometty

"Big data will spell the death of customer
segmentation and force the marketer to

understand each customer as an
individual within 18 months or risk being

left in the dust."

2013



78%
der Kunden fühlen sich nicht individuell verstanden



90 - 96%
verlassen den Shop, ohne zu kaufen



80 - 90%
der Artikel verfügen über ungenutztes

Verkaufspotenzial







Accuracy



Welche Produkte sind für den User in der
nahen Zukunft interessant?











Precision and Recall









Aber...
Viele Produktempfehlungen stammen nicht aus
einem Empfehlungssystem, sondern werden einfach,
z.B. nach Umsatz, gerankt.
Viele Recommender Algorithmen haben die
Tendenz, vor allem populäre Produkte
vorzuschlagen. (P. Cremonesi et al., 2010)







"In essence, we reward a travel
recommender for recommending places a

user has already visited, instead of
rewarding it for �nding new places for the

user to visit."



"As we have shown in previous work, user
satisfaction does not always correlate

with high recommender accuracy [McNee
2002, Ziegler 2005]. There are many
other factors important to users that

need to be considered."





Catalog Coverage



Wie viele Artikel aus unserem Sortiment
spielen wir überhaupt als

Recommendation aus?



Was tun?
Nur die Top Seller anzeigen?
Zufälliges Item anzeigen?



Messbarkeit



%-Coverage vs. Recall



Weighted Coverage
Wieviel % der potenziell nützlichen Produkte wurden

als Empfehlung ausgespielt?

Was heißt nützlich...?

(Jannach et al., 2010)



Novelty



Novelty
Deutsch: Neuheit

Ein Produkt, dass der User bisher nicht gesehen hat
oder von dessen Existenz er bisher nicht gewusst hat.



Aus Händlersicht folgene Vorteile:

Produkte aus dem Long Tail platzieren
Über die Reaktion des Users neue Einsichten in seine
Vorlieben gewinnen



Messbarkeit
Im of�ine-Training des Modells gut messbar:

Zeitliches Splitten der Sales
Zusätzliches Belohnen der Empfehlung von
Produkten mit Neuigkeitswert





Serendipity > Novelty







Vorteile
Kombiniert

Catalog Coverage
Novelty
Nützlichkeit



Risiko
Sehr subjektiv
Schlechte Empfehlungen können Vetrauensverlust
beim User verursachen



Messbarkeit
Einfaches Baseline Modell (offensichtliche
Empfehlungen)
Welche Empfehlungen unseres Systems sind nicht
offensichtlich?
Wieviele davon sind nützlich?
(P. Cremonesi et al., 2010)





Recommendations funktionieren dann am besten,
wenn der User Vertrauen darin hat, dass sie ihm

Mehrwert bieten.





Customer Lifecycle
Neue User: Play it safe!
Stammkunden: Optimize the Long Tail
Merke: Unterschiedliche Phasen des Customer
Lifecycle haben unterschiedliche Anforderungen



Messbarkeit
Von allen Faktoren am schlechtesten of�ine zu
trainieren
Online-Feedback messen:

Wie wirkt sich das Einführen von "neuartigen
Empfehlungen" auf die Interaktion der User mit
den Empfehlungen aus?



Vertrauen aufbauen
Transparenz der Empfehlungen 

Wie sicher ist sich der Algorithmus?
Was ist die Berechnungsgrundlage?

(Bob Wielinga et al.,
2007)



Trust Interface (Li Chen et al., 2007)









Optimierung von

Empfehlungssystemen



Forschung
Ziel: Allgemein einsetzbare Systeme
Tiefe Erforschung von generellen Fragestellungen
Trainieren von Modellen mit "of�ine"-Datensätzen
Feedback über Studien mit realen Usern



Praxis
Spezielle Herausforderungen: Jeder Shop ist anders
Systeme müssen produktiv Ergebnisse liefern
Aber: Echtes User Feedback
Branchenkenntnis
Iterative Verbesserungen



Best Practice
Schwacher Zusammenhang zwischen of�ine und
online Performance 
Balance:

Vorselektieren der Modelle of�ine
Optimieren online

(Garcin et. al, 2014)



Techniken
Gute KPIs
Experiment-Design
A/B-Testing
Bandit-Algorithmen
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